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摘　要：　阿尔茨海默病（Alzheimer’s Disease，AD）是一种慢性神经系统退行性疾病，其准确分类有助于实现AD
的早期诊断，从而及时采取针对性的治疗和干预措施 . 本文提出了一种最近邻域聚合图神经网络（Graph neural net⁃
work with nearest Neighborhood AgGrEgation，GraphNAGE）的AD分类新方法 . 首先进行图数据建模，将AD数据样本表

示为图数据 . 采用基于互信息（Mutual Information，MI）的特征选择方法，从样本的 114维大脑皮层与皮层下感兴趣区

域（Cerebral Cortex and Subcortical Regions Of Interest，CCS-ROI）的体积特征中选取重要性高的体积特征，并将其用于

节点建模 . 提出基于相似性度量的关系建模方法，利用重要性高的体积特征、遗传基因、人口统计信息和认知评分对

样本之间的关系进行建模 . 进而构建GraphNAGE，针对每个节点，基于与该节点相关的边的权重进行最近邻域采样，

然后使用均值聚合方法对采样得到的邻居节点和中心节点的数据进行聚合，最后通过一个全连接层和一个 Softmax层
实现 AD 分类 . 在 TADPOLE（The Alzheimer’s Disease Prediction Of Longitudinal Evolution）数据集上进行实验，结果表

明：本文提出的 AD分类方法的准确率（ACCuracy，ACC）为 98.20%，F1 分数为 97.34%，曲线下面积（Area Under Curve，
AUC）为 97.80%. 实验结果表明：本文提出的AD分类方法充分利用了AD数据样本之间的相关性，其性能优于传统的

基于机器学习、深度学习和图神经网络（Graph Neural Network，GNN）的AD分类方法 .
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Abstract:　Alzheimer’s disease (AD) is a chronic neurodegenerative disease, and its accurate classification is advan⁃
tage to achieve early diagnosis of AD so as to take timely treatment and intervention. In this paper, a novel method on AD 
Classification utilizing graph neural network with nearest neighborhood aggregation (GraphNAGE) is proposed. Firstly, the 
graph data modeling is performed to represent AD samples as graph data. By feature selection method based on mutual in⁃
formation (MI), the high-importance volume features are selected from the 114 dimensional volume features of cerebral cor⁃
tex and subcortical regions of interest (CCS-ROI) in the sample, and used for node modeling. Meanwhile, a relationship 
modeling method based on similarity measurement, modeling the relationships between samples using high importance vol⁃
ume features, genetic genes, demographic information, and cognitive scores, is presented. Subsequently, the graph neural 
network with nearest neighborhood aggregation is constructed. For each node in the graph data, the nearest neighbor sam⁃
pling is performed based on the weights of edge related to it. Then, the sampled data of neighboring nodes and central node 
are aggregated using the mean aggregation method. At last, a full-connected layer and a softmax layer are used to imple⁃
ment AD classification. The proposed AD classification method is evaluated on the Alzheimer’s disease prediction of longi⁃
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tudinal evolution (TADPOLE) dataset. The accuracy (ACC), F1 score and area under curve (AUC) of proposed AD classifi⁃
cation method are 98.20%, 97.34% and 97.80%, respectively. The experimental results show that the proposed AD classifi⁃
cation method fully exploits the correlation between AD samples. Its performance is superior to conventional AD classifica⁃
tion methods based on machine learning, deep learning and graph neural network.

Key words:　Alzheimer’s disease (AD); graph neural network; node modeling; relationship modeling; similarity mea⁃
surement; nearest neighborhood aggregation
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1　引言

阿尔茨海默病（Alzheimer’s Disease，AD）是一种典

型的不可逆转的慢性神经系统退行性疾病［1］，俗称老年

性痴呆，其临床症状包括记忆和认知功能衰退、日常活

动能力下降以及情绪异常等 . 随着人类平均寿命的不

断提升，AD已经成为影响全球老年人健康的主要疾病

之一 . 目前，AD的致病机理尚未完全明确，相关药物疗

效有限，且尚无有效治疗方法能够预防或治愈 AD［2］.
若未能在 AD 早期阶段及时采取针对性的治疗和干预

措施，患者的病情将逐渐恶化，最终导致死亡 . 因此，

AD早期诊断至关重要 . 现有的 AD早期诊断方法需综

合考虑临床评估、基因检测和神经影像学等多方面因

素，依赖专业医生的手工检查与分析，既费时又费力 .
基于机器学习的 AD 自动辅助诊断方法能够为医生提

供有效的诊断依据，显著降低医生的工作强度，未来有

望成为大规模常规监测早期AD的重要手段 .
神经成像技术已被广泛应用于AD分类研究中 . 结

构磁共振成像（structural Magnetic Resonance Imaging，
sMRI）能够提供高分辨率的大脑三维图像，具有安全、

快速、准确的优点 . 使用 sMRI进行AD分类的常用特征

提取方法包括形状分析、纹理分析和体积分析等［3］. 与

正常人相比，AD 患者特定脑部结构会出现明显萎缩，

基于 sMRI 的大脑皮层与皮层下感兴趣区域（Cerebral 
Cortex and Subcortical Regions Of Interest，CCS-ROI）的

体积特征是 AD 临床诊断与分类研究中最常用的特征

之一 . 此外，遗传基因、人口统计信息、认知评分等非成

像特征也大量应用于 AD分类研究中 . 其中，载脂蛋白

E4（Apolipoprotein E4，ApoE4）等位基因是AD最重要的

遗传风险因素，携带一个 ApoE4 等位基因，患 AD 的风

险是非携带者的 3~4倍；携带两个 ApoE4等位基因，则

患 AD 的风险增加至 9~15 倍［4］. 人口统计信息包含年

龄、性别、受教育程度等，年龄越大、受正规教育年限越

短，患AD的概率就越大，且女性AD发病率显著高于男

性［5］. 认知测试是评估个体认知功能的标准化工具，涵

盖了记忆、注意力、执行功能、语言能力等多个认知领

域，是临床诊断AD的重要依据之一［6］.
支持向量机（Support Vector Machine，SVM）［7］、逻辑回

归（Logistic Regression，LR）［8］、随机森林（Random Forest，

RF）［9］、多层感知机（MutiLayer Perceptron，MLP）［10］等传统

机器学习模型已有效实现AD的自动分类，其分类结果依

赖于从各种神经影像学和非影像学数据中手动提取的特

征，这些特征具有较好的可解释性 . 此外，如海马体体积

等特征具有明确的生理学意义，能与临床诊断指标直接

对应 . 上述方法时间复杂度较低且性能较好，但需要从原

始数据中手动提取特征 . 深度学习具有从原始数据中自

学习有用特征的能力，能够描述更复杂和抽象的高维特

征信息，基于深度学习的AD自动分类方法已成为当前研

究热点，深度多项式网络（Deep Polynomial Network，
DPN）［5］、2D-CNN（2D-Convolutional Neural Network）［11］和
3D-ResNet（3D-Residual Network）［12］等深度网络已被成功

地应用于AD分类 .
传统机器学习和深度学习方法通常假设数据样本

之间相互独立，且服从同一分布 . 但在众多的实际应用

中，数据样本之间总是存在着各种关系，不能充分满足

独立同分布假设 . 图提供了一种强大且直观的对数据

样本的表示方法，图中的节点表示数据样本的特征，图

中的边表示数据样本之间的关系［13］. 图数据是一种典

型的非欧几里得结构的不规则数据，不再具备与欧几

里得结构数据类似的全局参数化和平移不变性等性

质 . 传统机器学习和深度学习方法定义在欧几里得域

上，在文本、语音、图像等欧几里得结构数据上取得了

巨大成功，但并不适用于处理具有非欧几里得结构的

图数据 . 图神经网络（Graph Neural Network，GNN）将神

经网络从欧几里得空间迁移到非欧几里得空间，并充

分利用了神经网络的高效表达能力，是一种能够直接

处理图数据的深度学习模型［14］. GNN 具有在图数据上

建模样本关系的能力，因此，将 AD 数据样本表示为图

数据，进而使用GNN进行分类已成为AD自动辅助诊断

的一个新研究方向，受到越来越多的关注 . 图卷积网络

（Graph Convolutional Network，GCN）［15］虽然实现了从

CNN 到 GCN 的迁移，但计算过程涉及矩阵特征分解和

全矩阵乘法，计算效率低；图注意力网络（Graph Atten⁃
tion neTworks，GAT）［16］采用多头注意力机制，自主学习

权重，比 GCN更灵活；图采样和聚合（Graph Sample and 
AggreGatE，GraphSAGE）［17］通过随机采样和聚合机制能

够从输入图数据中抽取出更小的子图，提高计算效率

和精度 . 然而，GAT 和 GraphSAGE 仅关注节点之间是
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否存在连接，未充分利用图数据中边的权重信息 .

为此，本文充分利用个体的成像特征与非成像特征，

通过图数据的关系建模反映样本之间的相关性，并构建

最近邻域聚合图神经网络（Graph neural network with 
nearest Neighborhood AgGrEgation，GraphNAGE）从AD图

数据中提取出最相关的信息，从而有效提高AD分类的性能.
2　使用GraphNAGE的AD分类方法

本文提出一种使用 GraphNAGE 的 AD 分类新方

法，其整体框架如图1所示 .

2. 1　图数据建模方法

使用图数据建模方法能同时建模样本个体（作为节

点）和它们之间的关系（作为边）. 对图的边赋予权重可以

更有效地反映样本个体之间的相关性，更有利于提升基

于图数据的分类方法的性能 . 传统的基于图数据的AD分

类方法通常关注样本成像特征间的相似性，忽略了样本

非成像特征之间的相似性［13］. CCS-ROI的体积特征能够

描述样本个体大脑结构性变化信息，ApoE4等位基因、年

龄、性别和受教育程度均与患AD的概率相关，使用多种

认知测试方法能够提供更全面的认知状态评估 . 为此，本

文提出一种新的适用于AD分类的图数据建模方法，充分

利用样本的成像特征和非成像特征，如图2所示 .
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2. 1. 1　基于CCS-ROI体积特征的节点建模

本文将每一个样本作为图数据中的一个节点，使

用基于 sMRI图像的 114维CCS-ROI体积特征进行节点

建模 . 如图 1 和图 2 所示，针对样本的 114 维 CCS-ROI
体积特征，使用互信息（Mutual Information，MI）法进行

特征选择，以剔除冗余特征，降低特征维度；依据计算

得到的归一化特征重要性评分，按照特征数量占比选

取高重要性体积特征，构建用于描述节点属性的特征

向量，实现节点建模 .
MI衡量两个变量之间的相关性和依赖性，不仅能

够反映特征之间的线性关系，还能够捕捉非线性关系 .
使用MI计算特征重要性评分的方法如下：

SMI = ∑
xÎX

∑
yÎ Y

p ( )xy ln
p ( )xy

p ( )x p ( )y
（1）

CMI( j ) = SMI( )j
∑
j = 1

M

SMI( )j
（2）

其中，X 表示特征向量；Y 表示目标向量；p(xy)表示 X

和 Y 的联合分布；p(x)和 p(y)分别表示 X 和 Y 的边缘分

布；SMI 表示 X和 Y的 MI量；CMI( j )表示由 MI计算的归

一化特征重要性评分 .
2. 1. 2　基于相似性度量的关系建模

节点建模能够有效描述单个样本特点，但不能描

述样本之间的关系 . 相似性度量函数对样本及其特征

之间的成对相似性进行编码，为图节点之间的边调整

权重，使相应邻接矩阵能够更好地表示图数据 . 本文构

建基于欧几里得距离（Euclidean Distance，ED）和相关

距 离（Correlation Distance，CD）的 高 斯 相 似 性 度 量

（Gaussian Similarity measurement，GaussSim）方法和多

特征累计加权的相似性度量（Multi-Feature Cumulative 
Weighted Similarity measurement，MFCWSim）方法，再将

其结合，实现对样本的关系建模 .
（1）基于ED和CD的GaussSim
ED反映特征向量之间差异性，CD反映特征向量之

间相关性［18］. 为此，针对 CCS-ROI 体积特征，本文提出

一种基于 ED 和 CD 的 GaussSim 方法进行关系建模，充

分利用两种距离计算方法所蕴含的信息，实现其优势

互补 . 该方法首先引入高斯核函数（Gaussian Kernel 
Function，GKF），基于 ED和 CD计算样本特征向量之间

的高斯相似性，然后对两种距离进行标准化处理，使其

统一到一致的取值范围，最后加权求和，具体如下 .
ED定义为

ED (Fv Fw ) = ∑
i = 1

n

( )xi( )v - xi( )w
2

（3）
其中，xi(v)和 xi(w)分别表示样本 v和 w 的第 i个特征；

样本间的ED越小，相似性越大 .
本文基于皮尔逊相关系数（Pearson Correlation Co⁃

efficient，PCC）来计算CD，具体定义为

CD (Fv Fw ) = 1- ( )X ( )v -
- -- ----- --
X ( )v ( )X ( )w -

- -- ----- --
X ( )w

σX ( )v σX ( )w

  （4）

其中，( )X ( )v - - -- -----
X (v) ( )X ( )w - - -- -----

X (w)

σX (v)σX (w)

表示使用样本 v

和w的特征向量计算的PCC；σX (v)和 σX (w)分别表示两个

样本的标准差；CD 的取值范围在［0，2］，样本间的 CD
越小，相关性越高 .

ED 和 CD 具有不同的取值范围，为此，本文引入

GKF将其统一到一致的取值范围，其计算方法为

K ( xy) = exp ( - dist ( )xy
2

2σ 2 ) （5）
其中，x和 y表示不同样本；dist(xy)表示两个样本之间

的距离度量；σ表示GKF的带宽参数 .
基于ED和CD的高斯相似性分别定义如下：

GaussED (Fv Fw ) =
exp ( )-

ED ( )Fv Fw

2

2σED
2

max ( )exp ( )-
ED ( )Fv Fw

2

2σED
2

  （6）

GaussCD (Fv Fw ) =
exp ( )-

CD ( )Fv Fw

2

2σCD
2

max ( )exp ( )-
CD ( )Fv Fw

2

2σCD
2

  （7）

其中，σED=mean (ED (Fv Fw ) )；σCD=mean (CD (Fv Fw ) )；
GaussED (Fv Fw )和GaussCD (Fv Fw )的取值范围被标准

化为（0，1］.
基于ED和CD的GaussSim定义为

GaussSim (Fv Fw ) = σED

σED + σCD

GaussED (Fv Fw )
+

σCD

σED + σCD

GaussCD ( )Fv Fw

   （8）

其中，样本之间距离越小，GaussSim (Fv Fw )越接近 1，
两个样本越相似；距离越大，GaussSim (Fv Fw )越接近

0，样本间相似性越低 .
（2）MFCWSim
本文分别构建 ApoE4 基因、年龄、受教育程度、性

别和五种认知评分的相似性度量方法，并采用累计加

权方法得到上述非成像特征的综合相似性度量，具体

如下 .
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（a）ApoE4基因的相似性度量函数

SimApoE4(Fv Fw ) =
ì

í

î

ïïïï

ï
ïï
ï

1 ApoE4数量相同

0.5 ApoE4数量相差1

0 其他

（9）

（b）人口统计信息（年龄、受教育程度和性别）的相

似性度量函数

Simage(Fv Fw ) = ì
í
î

1年龄差 ≤ 2

0其他           
                   （10）

Simedu(Fv Fw ) = ì
í
î

1受教育年限差 ≤ 2

0其他                         
       （11）

Simsex(Fv Fw ) = ì
í
î

1性别相同 

0其他          
                    （12）

（c）认知评分的相似性度量函数

简易精神状态检查（Mini-Mental State Examination，
MMSE）用于评估个体的认知功能和精神状态，是应用最

为广泛的认知测试方法之一，对中重度认知障碍具有很

高的敏感性和特异性；临床痴呆评定量表总分（Clinical 
Dementia Rating Scale sum of Boxes，CDRSB）用于评估老年

人 AD 严重程度；AD 评估量表（Alzheimer’s Disease As⁃
sessment Scale，ADAS）用于评估AD患者的临床认知、行

为和功能，ADAS11包括11项认知能力测试，ADAS13在

ADAS11基础上增加了词语延迟回忆和数字划消测验；雷

伊听觉言语学习测试（Rey Auditory Verbal Learning Test，
RAVLT）用于评估个体的听觉、言语学习和记忆能力，其

中RAVLT_immediate用于衡量个体的即时记忆能力［6］.
MMSE、CDRSB、ADAS11、ADAS13和RAVLT_immediate的
分级标准如表1所示 .

分 别 定 义 MMSE、CDRSB、ADAS11、ADAS13 和

RAVLT_immediate的相似性度量函数如下：

SimMMSE(Fv Fw ) = ì
í
î

1MMSE分级相同

0其他                       
（13）

SimCDRSB(Fv Fw ) = ì
í
î

1CDRSB分级相同

0其他                        
（14）

SimADAS11(Fv Fw ) = ì
í
î

1ADAS11分级相同 

0其他                           
（15）

SimADAS13(Fv Fw ) = ì
í
î

1ADAS13分级相同 

0其他                            
（16）

SimRAVLT_imme(Fv Fw ) =
ì

í

î

ïïïï

ïïïï

1RAVLTimmediate

分级相同             

0其他                  

（17）

（d）累计加权

将如前所述的 ApoE4 基因、人口统计信息和认知

评分的相似性度量结果累加起来，构建MFCWSim方法

的模型，计算式为

MFCWSim (Fv Fw ) = ∑
h = 1

H

Simh( )Fv Fw （18）
其中，Simh 表示如前所述的各种基因、人口统计信息和

认知评分的相似性度量方法；h 表示序号；H 表示相似

性度量方法的总数量 .
（3）基于相似性度量的关系建模方法

本文结合如前所述的基于ED和CD的GaussSim方

法以及MFCWSim方法，提出基于相似性度量的关系建

模方法，计算式为

W (vw ) =GaussSim (Fv Fw ) ´MFCWSim (Fv Fw ) （19）
其中，W (vw )表示邻接矩阵，表示图数据结构的边；

GaussSim (Fv Fw )表示不同样本之间基于 ED 和 CD 的

GaussSim；MFCWSim (Fv Fw ) 表示不同样本之间的

MFCWSim.
由式（19）可知，与中心节点之间的边的权重系数

越大，该节点与中心节点更相似 .
2. 2　GraphNAGE

GraphSAGE通过一个聚合函数综合中心节点的近

邻信息，并进行迭代更新 . 图采样旨在通过保留图数据

的部分节点和边，为中心节点生成局部子图，以代表性

的方式减少图的规模，从而减少计算成本 . 基于图采样

表1　五种认知测试的分级标准

认知测试

MMSE

CDRSB

ADAS11

ADAS13

RAVLT_
immediate

评分区间

0~9
10~20
21~26
27~30

0~4
4.5~9.0
9.5~15.5
16~18

0~7
8~19

20~24
25~30
31~70

0~7
8~19

20~24
25~30
31~85

0~25
26~50
51~75

分级

重度认知功能损害

中度认知功能损害

轻度认知功能损害

认知功能正常

认知功能正常

轻度认知功能损害

中度认知功能损害

重度认知功能损害

认知功能正常

轻度认知功能损害

中度认知功能损害

中度到重度认知功能损害

重度认知功能损害

认知功能正常

轻度认知功能损害

中度认知功能损害

中度到重度认知功能损害

重度认知功能损害

明显记忆和学习困难

中度记忆和学习困难

记忆和学习功能正常
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生成的中心节点的局部子图，并使用图聚合方法对中

心节点的邻居节点的特征进行聚合，以获得节点的新

表示，这种方法能有效过滤冗余节点信息，从而提高

GNN 的效率 . 然而，GraphSAGE 中的图采样方法是对

中心节点的邻居节点进行随机采样，所获得的邻居节

点特征可能存在对节点分类产生消极影响的情况；且

只关注节点之间是否存在关联的事实，忽略了不同邻

居节点对于中心节点的影响程度，未能充分利用图数

据中的边的权重系数 . 为此，本文提出 GraphNAGE，如

图 1 所示 . 针对使用如 2.1 节所述方法对 AD 数据样本

进行图数据建模得到的图数据，首先，按照与中心节点

相似性由高到低的顺序进行最近邻域采样；然后，使用

均值聚合方式对采样得到的邻居节点和中心节点的数

据进行聚合；最后，通过一个全连接层和一个Softmax层
实现AD分类 .
2. 2. 1　基于图数据的采样与聚合

本文基于图数据的边的权重系数进行最近邻域采

样，以替换随机采样的方式，首先为中心节点采样得到

邻居节点，再进行均值聚合得到中心节点的嵌入表示 .
（1）最近邻域采样

假设使用 2.1节所述方法对AD数据样本进行图数

据建模，得到图数据 G(VE)，其中，V 代表了图的节点

集，E 代表了图的边集 . 针对图数据 G(VE)，本文提出

的GraphNAGE以如下方式进行采样：

NNSv = { |um um Î TopM( )N ( )v } （20）
其中，v表示中心节点；N (v)表示中心节点的邻域，即与

中心节点 v 直接有边相连接的节点集；TopM 表示权重

采样函数，即从邻域N (v)中选取与中心节点相连接的

边的权重系数最高的M个邻居节点 um；NNSv 表示中心

节点的最近邻域的节点集 .
本文采用最近邻域采样方式替代随机采样，以最

近邻方式获取中心节点的邻居节点信息，使后续的信

息聚合更加合理高效；且对于确定的中心节点，其邻域

采样集在模型的每次训练迭代中都相同，从而减少随

机采样所花时间，降低模型的时间复杂度 .
（2）聚合

对中心节点及其最近邻域采样得到的邻居节点按

如下方式进行聚合：

GEv =GCNMEAN({Fv} È {Fum
 "um ÎNNSv})（21）

其中，Fv表示中心节点 v的特征；Fum
表示邻居节点 um的

特征；NNSv 表示中心节点的最近邻域的节点集；

GCNMEAN表示均值聚合方法；GEv表示采样一次后聚合

的信息，即中心节点的嵌入表示 .
图 3 给出了 GraphNAGE 采样和聚合的一个示例，

其采样阶数K = 2.

如图 3所示，在采样过程中，GraphNAGE 依据图数

据中与中心节点相关联的边的权重系数由大到小选择

中心节点的邻居节点 . 采样阶数 K = 2 时，模型以递归

的方式将二阶邻居节点的信息由聚合模块汇聚到一阶

邻居节点上，再由一阶邻居节点通过聚合模块，使用均

值聚合的方式与中心节点结合，最后得到中心节点的

嵌入表示 .
2. 2. 2　GraphNAGE的前向传播

算法 1描述图G(VE)和节点特征{xv "vÎ V }作为

输入的GraphNAGE前向传播算法，说明如下 .

（a）首先初始化节点特征表示为 h0
v = xv "vÎ V. 然

后将每个中心节点 vÎ V的邻域中采样得到的邻居节点

表示为UÎNNSv "vÎ V，U代表节点最近邻域集合 .
（b）算法1外循环是采样阶数K的迭代，其中 k表示

外循环中当前迭代层数，hk 表示该步骤中的节点表示 .
对单个中心节点生成邻域信息时，在第 k层迭代中，得

到 U 中节点表示，并转换为代表最近邻域信息的向量

算法1 GraphNAGE前向传播算法

输入：图 G(V E);输入节点特征{xv "vÎ V };采样阶数 K;聚合矩阵

W k "kÎ {12K};权重矩阵 Wout;非线性激活函数 σ1 σ2;权重采

样函数TopM;NNSv表示中心节点的最近邻域的节点集;可微聚合函

数GEk "kÎ {12K}

输出：所有节点 vÎ V预测概率 sv

1 初始化:h0
v = xv "vÎ V

2 NNSv = {um| um Î TopM (N ( )v ) }
3 UÎNNSv "vÎ V

4 FOR k =  12K do
5   FOR vÎ V do
6     hk

NNSv
¬ {hk - 1

u "uÎU};
7     hk

v ¬ σ1(W k ×GEk(hk - 1
v hk

NNSv ) )
8   END
9    hk

v ¬
hk

v

 hk
v 2

"vÎ V

10 END
11 zv ¬ hK

v "vÎ V

12 sv ¬ σ2(Wout × zv )  "vÎ V

中心节点

采样(K=2)

�
�
�
�

聚合(K=2) 中心节点
嵌入表示

聚
合
矩

阵

中心节点

采样(K=2)

�
�
�
�

聚合(K=2) 中心节点
嵌入表示

聚
合
矩

阵

图3　GraphNAGE采样和聚合(K = 2)
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hk

NNSv
，然后将中心节点信息与最近邻域信息进行聚合

GEk(hk - 1
v hk

NNSv )，此聚合步骤取决于在外循环的前一次

（即 k - 1次）迭代中生成的中心节点表示hk - 1
v ，其中，k =

0被定义为输入节点特征{xv "vÎ V }.
（c）聚合后，通过聚合矩阵 W k 和非线性激活函数

σ1（ReLU），生成节点表示 hk
v. 循环结束，生成的嵌入向

量表示为 zv ¬ hK
v "vÎ V.

（d）最终，将嵌入向量表示 zv 通过全连接层权重矩

阵 Wout 和另一个非线性激活函数 σ2（Softmax），得到每

个节点 v的预测概率 sv.
（e）GraphNAGE 前向传播算法在每次层数 K 迭代

时，中心节点会聚合来自其邻居节点的信息 . 随着层数

迭代，会从图中更远的区域获得更多信息 .
2. 2. 3　GraphNAGE的反向传播

交叉熵用于衡量两个概率分布之间的差异，本文

选择使用交叉熵损失函数［1］（Cross Entropy Loss，CEL）.
对于二分类问题，CEL定义为

CEL =- ( yv × ln ( sv ) + (1 - yv ) × ln (1 - sv ) ) （22）
其中，yv 表示真实的类别标签（0或 1）；sv 表示模型预测

为正类别的概率 .
Adam（Adaptive moment estimation）优化算法是一

种常用的梯度下降优化算法，特别适用于训练深度神

经网络，它结合了动量法和自适应学习率的特性，在训

练中能够快速、高效地收敛到较优解［10］.
本文使用CEL计算损失，使用Adam优化器对模型

的参数进行更新 .
2. 3　使用GraphNAGE的AD分类方法步骤

（1）GraphNAGE的训练过程

步骤 1：针对样本的 114维CCS-ROI体积特征，使用

如 2.1.1节所述方法对全部样本进行节点建模 . 采用MI
进行特征选择，使用选择得到的高重要性 CCS-ROI 体
积特征构建用于描述节点属性的特征向量，得到输入

数据的节点特征表示h0
v = xv "vÎ V.

步骤 2：针对样本的高重要性 CCS-ROI 体积特征，

ApoE4基因，年龄、受教育程度和性别三类人口统计信

息，MMSE、CDRSB、ADAS11、ADAS13 和 RAVLT_imme⁃
diate五种认知评分，使用如 2.1.2节所述方法对全部样

本进行关系建模，得到输入数据的节点关系表示

W (vw )，W (vw )为表示图数据结构的边的邻接矩阵 .
最终得到输入数据的图数据表示G(V E).

步骤 3：针对输入数据的图数据表示 G(VE)，使用

2.2节构建的GraphNAGE进行训练，得到训练好的聚合

矩阵W k "kÎ {12K}和权重矩阵Wout，最终得到用

于AD分类的GraphNAGE模型 .

（2）GraphNAGE的测试过程

步骤 1：针对待测试样本的 114维 CCS-ROI体积特

征，使用由“GraphNAGE 的训练过程”的步骤 1 所选择

得到的高重要性体积特征构建描述测试样本节点属性

的特征向量h0
t = x t.

步骤 2：针对待测试样本的高重要性CCS-ROI体积

特征，ApoE4基因，年龄、受教育程度和性别三类人口统

计信息，MMSE、CDRSB、ADAS11、ADAS13 和 RAVLT_
immediate五种认知评分，使用如 2.1.2节所述方法计算

该 节 点 与 训 练 数 据 各 个 节 点 之 间 的 关 系 表 示

W (tv) "vÎ V.
步骤 3：以待测试样本为中心节点，使用待测试样

本的描述其节点属性的特征向量 h0
t = x t 和描述其与训

练数据各个节点之间的关系表示 W (tv)作为输入数

据，使用如 2.2.1节所述的最近邻域采样方法进行采样；

进而使用由GraphNAGE的训练过程的步骤 3训练得到

的用于 AD 分类的 GraphNAGE 模型进行聚合，得到待

测试样本节点的嵌入表示；最后通过权重矩阵 Wout 和

Softmax层实现AD分类 .
3　实验结果与分析

3. 1　实验数据及其预处理

（1）数据集介绍

TADPOLE（The Alzheimer’s Disease Prediction Of 
Longitudinal Evolution）挑战赛数据集［19］隶属于 ADNI
（Alzheimer’s Disease Neuroimaging Initiative）数据库，旨

在为AD分类与预测研究提供标准数据集，包含由Free⁃
Surfer 软件提取的 MRI 图像特征、生物标志物、基因和

随访等信息，能够在统一标准下对比分类与预测模型 .
本文使用TADPOLE挑战赛数据集中的 114维CCS-ROI
体积特征、ApoE4基因、三类人口统计信息（性别、年龄、

受 教 育 程 度）和 五 种 认 知 评 分（MMSE、CDRSB、

ADAS11、ADAS13、RAVLT_immediate）进行 AD 分类研

究 . 本文的实验数据包括 437个 NC（Normal Control）样

本和230个AD样本 .
（2）CCS-ROI体积特征的数据预处理

本文实验所使用的 CCS-ROI体积特征的预处理方

法如下 . 首先，采用局部异常因子算法进行异常检测并

剔除异常样本；其次，进行颅内体积归一化，具体计算

式为

Vnormal =
volumfeature

volumbrain

（23）
其中，volumbrain 表示颅内总体积；volumfeature 表示 CCS-

ROI 体积特征；Vnormal 表示归一化后的 CCS-ROI 体积特

征 . 最后，对归一化后的CCS-ROI体积特征进行Z-score
标准化处理 . Z-score标准化可用于统一数据的数量级，
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保证结果的可靠性，对数据的影响比较平衡，不受极端

值的影响 . Z-score的定义为

z =
x - x̄

s
（24）

其中，x̄和 s分别表示特征向量的均值和标准差 .
3. 2　性能评价方法

本文使用准确率（ACCuracy，ACC）、精确率（PREci⁃
sion，PRE）、召回率（RECall，REC）、F1分数、曲线下面积

（Area Under Curve，AUC）五个指标对模型进行性能评

价［20］. ACC、PRE、REC、F1 分数和 AUC 值越高，模型的

分类性能越好 .
3. 3　本文提出的方法的实验结果与分析

本文所有实验采用的计算机的 CPU 为 Intel（R） 
Core（TM） i7-8750H CPU @ 2.20 GHz 2.21 GHz处理器，

内存为 8 GB，显卡为 NVIDIA GeForce GTX 1050 Ti，操
作系统为Window10，编程工具为Python，深度学习框架

为 Pytorch，机器学习库为 Scikit-Learn和 Lightgbm3.2.1.
本文所有实验均采用五折交叉验证方法，损失函数为

交叉熵损失函数，模型训练的优化算法为Adam优化算

法 . 本文构建的 GraphNAGE 的具体训练参数如表 2
所示 .

3. 3. 1　特征选择方法对比实验

使用如 3.1 节所述 TADPOLE 挑战赛数据集中的

114维 CCS-ROI体积特征作为输入数据，分别使用 MI、
方差齐性分析（ANalysis Of VAriance，ANOVA）和 PCC
三种基于过滤（Filter）的特征选择方法［21］进行实验，分

类模型使用本文提出的 GraphNAGE，实验结果如图 4
所示 .

由图 4 可知，当特征选择方法为 MI（筛选比例为

0.6）时，其 ACC、REC 和 AUC 均为最高；尽管其 PRE 稍

低于使用 PCC特征选择方法（筛选比例为 0.6）的结果，

但使用MI特征选择方法（筛选比例为 0.6）的F1 分数最

高，这表明综合考虑 PRE 和 REC 时，MI 特征选择方法

（筛选比例为 0.6）的性能更优 . 本文选择 MI 特征选择

方法（筛选比例为 0.6，即 68维CCS-ROI体积特征）进行

后续研究和实验 .
使用MI特征选择方法（筛选比例为 0.6）时，特征重

要性评分排名前 20的特征及其相应的特征重要性评分

如图5所示 .

由图 5 可知，海马体（hippocampus）、内嗅皮层（en⁃
torhinal）、中颞叶（midtemp）等区域的体积特征获得了

较高的特征重要性评分，表明个体大脑中这些结构区

域体积的改变与 AD 密切相关，其中包含了 AD 分类的

重要信息 . 这与目前的医学研究得到的结论是一致的 .
3. 3. 2　基于相似性度量的关系建模对比实验

（1）关系建模方法对比实验

按照 2.3 节所述的使用 GraphNAGE 的 AD 分类方

法步骤进行实验，其中GraphNAGE的训练过程的步骤2

注:筛选比例指依据特征重要性评分选择出的特征维数与总特征维

数（114维）之比 .
图4　特征选择方法对比实验结果

图5　特征重要性评分排序前20的CCS-ROI体积特征

表2　模型训练参数

参数名

Adam优化器参数:β1

Adam优化器参数:β2

Adam优化器参数:ϵ
Adam优化器权重衰减参数

训练轮次Epochs
学习率

采样点数M

聚合层数K

非线性激活函数 σ1

非线性激活函数 σ2

权重初始化方法

参数值

0.9
0.999
10-8

5×10-5

100
0.05

5
2

ReLu
Softmax

‘Kaiming-N’
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分别使用 CCS-ROI 体积特征、遗传基因、人口统计信

息、认知测试的不同组合方式进行实验，每种类型特征

的关系建模方法如 2.1.2节所述，分类模型使用本文提

出的GraphNAGE.
其中，方法 1只使用CCS-ROI体积特征进行关系建

模；方法 2 使用 CCS-ROI 体积特征、人口统计信息和

ApoE4基因进行关系建模；方法 3使用CCS-ROI体积特

征和认知测试（MMSE、CDRSB、ADAS11、ADAS13 和

RAVLT_immediate五种认知评分）进行关系建模；方法4
使用 CCS-ROI体积特征、人口统计信息、ApoE4基因和

认知测试进行关系建模 . 实验结果如表3所示 .

由表3可知：

（a）结合使用人口统计信息和 ApoE4基因，比单独

使用CCS-ROI体积特征进行关系建模，其ACC、REC、F1

分数和 AUC的值都更高，而 PRE也相同，由此可知，引

入人口统计信息和 ApoE4 基因进行关系建模，能有效

提升AD分类性能 .
（b）结合使用认知测试，比单独使用 CCS-ROI体积

特征进行关系建模，其 ACC、PRE、REC、F1 分数和 AUC
均有较大幅度提高，由此可知，引入认知测试进行关系

建模能更好地改善AD分类性能 .
（c）综合使用 CCS-ROI 体积特征、遗传基因、人口

统计信息和认知测试进行关系建模，其 ACC、PRE、

REC、F1 分数和 AUC 均为最高，因此，本文选择综合使

用CCS-ROI体积特征、遗传基因、人口统计信息和认知

测试进行关系建模 .
（2）边的权重系数计算方法对比实验

按照2.3节所述的使用GraphNAGE的AD分类方法步

骤进行实验，其中GraphNAGE的训练过程的步骤2针对

CCS-ROI体积特征，分别使用ED和CD的不同组合方式

进行关系建模，分类模型使用本文提出的GraphNAGE.
其中，方法 1 只使用 ED，方法 2 只使用 CD，方法 3

结合使用ED和CD，实验结果如表4所示 .
由表 4可知，结合使用 ED和 CD进行关系建模，其

AD分类时的各项评价指标均优于单独使用ED和单独

使用 CD的方法 . 为此，本文选择结合使用 ED和 CD进

行关系建模 .

3. 3. 3　GraphNAGE最近邻域采样点数对比实验

本文提出的GraphNAGE基于图数据进行最近邻域

采样和聚合，所使用的基于边的权重系数的采样方法

能够让GraphNAGE自动关注与中心节点关联更强的邻

居节点，由此充分利用相似信息进行节点分类 . 对于中

心节点，不同的采样点数 M 表示使用不同数量的邻居

节点来进行聚合 .
对于模型的聚合步骤，采样阶数 K 表示中心节点

将聚合K阶邻居节点的信息，代表了图的聚合深度 . 在

聚合模块中，K = 1时，第一个聚合层通过采样后的M个

一阶邻居节点聚合信息；K = 2时，第二个聚合层通过第

一层的 M个一阶邻居可以采样出 M ´M个二阶邻居节

点进行聚合，以此类推 . 当 K > 2 时，随着 K 的增大，用

于聚合的邻居节点数量会越来越多，甚至在 M 足够大

时能够覆盖整张图，这将会为中心节点的聚合引入较

多的冗余信息，从而对后续 AD分类带来不利影响 . 当

K = 1时，邻居节点为一阶邻居，此时能够聚合的信息过

少，因此本文将模型的采样阶数K选择为2.
按照 2.3 节所述的使用 GraphNAGE 的 AD 分类方

法步骤进行实验，其中GraphNAGE的训练过程的步骤3
的采样阶数 K选择为 2，采样点数 M 分别选择为 1~10，
实验结果如图6所示 .

由图 6可知，当采样点数为 5时，得到的 ACC、REC
和AUC均为最高；尽管 PRE稍低，但是其F1 分数最高，

这说明综合考虑 PRE 和 REC 时，采样点数为 5 时模型

分类性能更好；且在实际疾病诊断应用中，更关注

表4　边的权重系数计算方法对比实验结果

边的权重系

数计算方法

方法1
方法2
方法3

ACC
0.955 1
0.958 0
0.982 0

PRE
0.917 3
0.951 8
0.982 3

REC
0.960 9
0.926 1
0.965 2

F1

0.937 2
0.937 8
0.973 4

AUC
0.956 5
0.950 5
0.978 0

表3　关系建模方法对比实验结果

关系建

模方法

方法1
方法2
方法3
方法4

ACC
0.928 0
0.934 0
0.970 0
0.982 0

PRE
0.894 1
0.894 1
0.957 3
0.982 3

REC
0.900 0
0.917 4
0.956 5
0.965 2

F1

0.895 4
0.905 2
0.956 1
0.973 4

AUC
0.921 4
0.930 1
0.966 8
0.978 0

图6　不同采样点数对比实验结果
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REC，这是因为 REC 的提高能够使得 AD 诊断中对 AD
患者的诊断精度上升 . 因此，本文选择采样点数 M = 5

进行后续研究和实验 .
为进一步说明本文提出的最近邻域采样方法，以节

点 1为例（采样阶数K选择为 2，采样点数M选择为 5），

采用可视化方法展示模型采样过程，具体如图7所示 .

图 7中圆圈内的数字表示节点编号，边上的数字为

两个节点之间的相似性度量系数 . 图 7（a）中用红色圆

圈表示中心节点（节点 1），用粉色圆圈表示与中心节点

相邻的部分邻居节点，边上的数字为中心节点与邻居

节点的相似性度量系数 .
使用如 2.2.1节所述的最近邻域采样方法对中心节

点的邻域采样，采样阶数K为2时，其采样结果如图7（b）
所示 . 绿色圆圈表示中心节点的最近邻的 5个节点，蓝

色圆圈表示中心节点的最近邻的 5 个节点各自的 5 个

最近邻节点 .
由图 7 可知，与 GraphSAGE 使用的随机采样方法

相比，本文提出的最近邻域采样方式采集得到的邻居

节点与中心节点的相似度更高，更有利于提升后续信

息聚合的性能 . 此外，当图数据建模完成后，对于确定

的中心节点，其最近邻域节点始终不变，这在一定程度

上减少了采样所花费的时间 .
3. 3. 4　GraphNAGE特征可视化

为更直观地理解本文提出的GraphNAGE的特征采

样和聚合性能，使用 t-SNE算法［22］将输入特征（用于节点

建模的CCS-ROI体积特征）降至二维进行可视化，并对训

练好的GraphNAGE模型输出的特征嵌入向量（全连接层

输出的特征向量）也降至二维进行可视化，如图8所示 .

由图 8可知，AD与NC样本的原始输入特征在特征

空间中混叠在一起，难以有效区分 . 通过本文提出的

GraphNAGE模型进行特征采样和聚合后，输出的特征开

始趋向聚类，类别之间开始出现较为明显的区别 . 这充

分展示了GraphNAGE模型在处理复杂图结构数据时的

特征聚合优势，并进一步验证了模型方法的有效性 .
3. 4　对比实验结果与分析

为了进一步验证本文提出的使用GraphNAGE的AD
分类方法，本文使用3.1节所述TADPOLE挑战赛数据集

作为实验数据，选取近年来具有代表性的传统机器学习

方法、深度学习方法和GNN方法进行对比实验 . 其中，传

统机器学习方法包括LR［8］、K最近邻（K-Nearest Neighbor，
KNN）［23］、SVM［7］、决策树（Decision Tree，DT）［3］、RF［9］、
LightGBM［6］和MLP［10］；深度学习方法选择1D-CNN［24］；GNN

(a) 中心节点邻域

(b) 最近邻域采样结果

图7　GraphNAGE采样

(a) 输入特征的降维表示

(b) GraphNAGE输出的特征嵌入向量的降维表示

图8　基于 t-SNE的GraphNAGE特征可视化
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方法包括GCN［15］、GAT［16］和GraphSAGE［17］.

传统机器学习和深度学习方法不适合处理图数

据，本文将 CCS-ROI 体积特征、遗传基因、人口统计信

息和认知评分特征组合成特征向量，作为传统机器学

习和深度学习方法的输入数据 . 三种 GNN 使用与

GraphNAGE相同的图数据作为输入数据 . 针对用于对

比实验的分类模型，分别使用CCS-ROI体积特征、遗传

基因、人口统计信息、认知测试的不同组合方式作为输入

数据，进行AD分类实验 . 其中，方法1使用CCS-ROI体积

特征；方法 2使用 CCS-ROI体积特征、人口统计信息和

ApoE4基因；方法 3使用CCS-ROI体积特征和认知测试

（MMSE、CDRSB、ADAS11、ADAS13和RAVLT_immediate
五种认知评分）；方法4使用CCS-ROI体积特征、人口统计

信息、ApoE4基因和认知测试，实验结果如图9所示 .
由图9可知：

（a）在使用 CCS-ROI 体积特征、遗传基因、人口统

计信息、认知测试的所有不同组合方式进行AD分类的

实验中，GraphNAGE的分类性能都展现出明显的优势 .
（b）使用不同的特征组合方式，本文提出的 Graph⁃

NAGE 均能得到较好的 AD 分类结果，其中使用 CCS-

ROI 体积特征、人口统计信息、ApoE4 基因和认知测试

作为输入特征时，GraphNAGE的分类性能最优 .
（c）在四种不同的特征组合方式中，使用 CCS-ROI

体积特征、人口统计信息、ApoE4基因和认知测试作为

输入特征，对于实验所使用的所有分类器，其 AD 分类

性能均为最优 .
（d）使用 CCS-ROI 体积特征、人口统计信息和

ApoE4基因进行AD分类实验，尽管GraphNAGE的PRE
要低于GCN，但GraphNAGE的代表 PRE和REC综合效

果的 F1 分数高于 GCN，且其 ACC、REC 和 AUC 也高于

GCN，总体上GraphNAGE的AD分类性能要优于GCN.
（e）在不同输入特征组合方式下，GraphNAGE 的

REC要远高于其他分类模型，即AD样本被正确分类的

概率非常高，对临床诊断具有重要意义 .
为更充分地验证使用 GraphNAGE 的 AD 分类方法

的适用性，本文进一步针对OASIS-1数据集［25］进行对比

实验 . OASIS-1数据集旨在为大脑成像分析和神经疾病

研究提供数据，包含 MRI 数据和临床信息 . 本文使用

OASIS-1数据集提供的 45维CCS-ROI体积特征、人口统

计信息（性别、年龄、受教育程度）和认知评分（MMSE）进
行AD分类研究 . 选取60岁以上的受试者的数据进行研

究，实验数据最终包括92个NC样本和91个AD样本 .
使用与针对 TADPOLE数据集的相同的分类模型，

分别使用 CCS-ROI 体积特征、人口统计信息和认知测

试的不同组合方式作为输入数据，进行 AD 分类实验 .
其中，GraphNAGE使用的特征选择方法MI的筛选比例

(a) ACC

(b) PRE

(c) REC

(d) F1

(e) AUC

注:I—LR;II—KNN;III—SVM;IV—DT;V—RF;VI—LightGBM;VII—MLP;
VIII—1D-CNN;IX—GCN;X—GAT;XI—GraphSAGE;XII—GraphNAGE.

图9　不同特征组合方式下AD分类(TADPOLE数据集)
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为 0.6，最近邻域采样点数 M 为 5. 方法 1使用 CCS-ROI
体积特征；方法 2使用CCS-ROI体积特征和人口统计信

息；方法 3使用CCS-ROI体积特征和认知测试（MMSE）；

方法 4使用CCS-ROI体积特征、人口统计信息和认知测

试，实验结果如图10所示 .
由图10可知：

（a）在使用 CCS-ROI体积特征、人口统计信息和认

知测试的所有不同组合方式进行 AD 分类的实验中，

GraphNAGE的分类性能都展现了明显的优势 .
（b）使用不同的特征组合方式，本文提出的 Graph⁃

NAGE 均能得到较好的 AD 分类结果，其中使用 CCS-

ROI体积特征、人口统计信息和认知测试作为输入特征

时，GraphNAGE的分类性能最优 .
（c）在四种不同的特征组合方式中，使用 CCS-ROI

体积特征、人口统计信息和认知测试作为输入特征，对

于实验所使用的所有分类器，其 AD 分类性能均为

最优 .
（d）在方法 1、方法 2 和方法 3 的实验中，尽管

GraphNAGE 的 PRE 低于 GCN，但 GraphNAGE 的代表

PRE 和 REC 综合效果的 F1 分数高于 GCN，且其 ACC、

REC 和 AUC 也高于 GCN，总体上 GraphNAGE 的 AD 分

类性能要优于GCN.
（e）在不同输入特征组合方式下，大多数情况下

GraphNAGE的REC要远高于其他分类模型，仅在方法1
的实验结果中稍低于 GraphSAGE，这表明 GraphNAGE
对于AD样本被分类正确的概率非常高，这对于临床诊

断具有重要意义 .
（f）使用 OASIS-1 数据集进行对比实验，其分类结

果总体上不如使用 TADPOLE 数据集进行对比实验时

的分类结果 . 这是因为 OASIS-1 数据集提供的信息相

对较少，仅包含 45 维 CCS-ROI体积特征和一种认知评

分（MMSE），且不包含 ApoE4 基因信息，这在一定程度

说明使用更多的特征信息有利于提升AD分类性能 .
（g）使用 OASIS-1 数据集进行对比实验，其分类性

能在总体趋势上与使用 TADPOLE 数据集进行对比实

验是一致的 . 相比其他分类方法，本文提出的 Graph⁃
NAGE的分类性能都展现出明显的优势，这充分说明本

文提出的GraphNAGE模型在不同数据集上的适用性 .
3. 5　时间复杂度分析

本文提出的GraphNAGE模型使用了最近邻域采样

和聚合机制 . 其中，使用最近邻域采样代替随机采样机

制（GraphSAGE），对于中心节点的邻域采样集，在模型

的每次训练迭代中都相同，这能有效减少随机采样所

花时间，降低了模型时间复杂度 .
以TADPOLE数据集中的CCS-ROI体积特征、遗传基

因、人口统计信息和认知评分作为输入数据，使用2.1节

(a) ACC

(b) PRE

(c) REC

(d) F1

(e) AUC

注:I—LR;II—KNN;III—SVM;IV—DT;V—RF;VI—LightGBM;VII—MLP;
VIII—1D-CNN;IX—GCN;X—GAT;XI—GraphSAGE;XII—GraphNAGE.

图10　不同特征组合方式下AD分类(OASIS-1数据集)
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所述方法进行图数据建模，进而使用GraphNAGE、GCN、

GAT和GraphSAGE进行时间复杂度对比实验，实验结果

如表5所示 .

由表5可知，本文提出的GraphNAGE训练所用时间

明显少于其他GNN，这说明本文使用的采样与聚合机制

能够优化模型训练时间，且本文提出的最近邻域采样方

法的时间复杂度优于GraphSAGE中的随机采样方式 .
4　结论

本文提出一种使用 GraphNAGE 的 AD 分类方法 .
首先，针对 AD 数据样本，本文提出一种图数据建模方

法 . 实验结果表明，本文提出的基于ED和CD的Gauss⁃
Sim方法充分利用了两种距离计算方法所蕴含的信息，

实现两种距离计算方法的优势互补 . 在此基础上提出

的基于相似性度量的关系建模方法充分利用了样本的

成像特征与非成像特征，有效反映了样本之间的相关

性 . 本文进而引入最近邻域采样和聚合机制，构建的

GraphNAGE有效排除了邻居节点的不利信息和冗余信

息，其信息聚合更加合理高效，且模型的时间复杂度明

显降低 . 本文提出的使用 GraphNAGE 的 AD 分类方法

充分利用了样本之间的相关性，其性能明显优于传统

的使用机器学习、深度学习和GNN的AD分类方法 .
AD 的病情发展缓慢，是一个逐渐恶化的过程，其

病程持续时间较长 . 在 AD患者出现晚期症状之前，能

够预测 AD 进展状况不仅有助于针对高危人群开展预

防性治疗，也有助于及时开展早期治疗和干预，从而延

缓 AD疾病进展，提高患者生活质量 . 但是，AD进展预

测仍然是当前医学面临的一个重大挑战 . 时间序列数

据能更全面地反映个体状态变化趋势，从时间序列数

据中能更好地捕捉 AD 疾病潜在的时间特征，因此，研

究基于多模态时间序列数据和 GNN的 AD进展预测方

法将是本文的下一步研究方向 .
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